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7.2 马尔可夫决策过程
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马尔可夫决策过程简介

 马尔可夫决策过程（Markov Decision Process，MDP）严格的描述了强化学习
所面临的环境

➢ 在 MDP 中，环境是完全可观测的：当前状态能够完整刻画系统的运行过程

➢ 几乎所有强化学习问题都可以被表示为 MDP，例如：

•  最优控制问题，可以看作处理连续状态和行动的 MDP 问题

•  部分可观察（Partially Observable）问题，可以转换为面向信念状态（Belief State）的 MDP 问题

•  赌博机（Bandit）问题，可以看作只有一个状态的 MDP 问题

•  多智能体随机博弈（Stochastic Game）问题，可以近似为智能体与自然博弈的 MDP 问题
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随机过程

 随机过程（Stochastic Process）：随时间演化的一连串随机事件，每个时间点

都对应一个可能出现多种取值的随机变量

➢ 概率论的研究对象是静态的随机现象，而随机过程的研究对象是随时间演变的随机现象

•  例如，天气随时间的变化、城市交通随时间的变化

➢ 在随机过程中，随机现象在某时刻 t 的取值是一个随机变量，用 𝑺𝒕 表示

➢ 随机过程可以表示为：{ 𝑆𝑡: 𝑡 ∈ 𝑇}

➢已知历史信息 (𝑆1, … , 𝑆𝑡)时，下一个时刻状态为 𝑆𝑡+1 的概率为

P 𝑆𝑡+1 𝑆1, … , 𝑆𝑡)



马尔可夫性质

 一个随机过程被称为具有马尔可夫性质（Markov Property），当且仅当任意时

刻的状态只取决于上一时刻的状态，用公式表示为

P 𝑆𝑡+1 𝑆𝑡 = P St+1 S1, … , St)

➢当前状态是未来的充分统计量，即下一个状态只取决于当前状态，而不会受到过去状态

的影响

➢ 马尔可夫性可以简化运算，只要当前状态可知，所有的历史信息都不再需要了，利用当

前状态信息就可以决定未来



状态转移矩阵

 对一个马尔科夫状态 s 及其后继状态 s′，状态转移概率 (State Transition 

Probability) 定义为 𝑃𝑠𝑠′ = 𝑃 𝑆𝑡+1 = 𝑠′ 𝑆𝑡 = 𝑠)

状态转移矩阵 (State Transition Matrix) 𝒫则定义了从所有状态 s 到其所有后继

状态 s′ 的转移概率，即

其中矩阵的每一行元素之和都等于 1



马尔可夫过程

定义

一个马尔可夫过程（Markov Process）或马尔可夫链（Markov Chain）
可以表示为一个二元组 ⟨𝒮, 𝒫⟩，其中：

• 𝒮是状态的（有限）集合

• 𝒫是状态转移矩阵，𝑃𝑠𝑠′ = 𝑃 𝑆𝑡+1 = 𝑠′ 𝑆𝑡 = 𝑠)

 马尔可夫过程是具有马尔可夫性质的随机过程



示例：通勤问题

Work
在工
作场
地

不在
工作
场地

没有迟到

已经迟到

Home

Late

 通勤问题中三个状态，Home, Late, Work，构成马尔可夫链

针对 (Home, Late, Work) 的状态转移矩阵为：

Home Late Work0.1 1.0

0.9

0.95

0.05



示例：通勤问题

 通勤问题中三个状态，Home, Late, Work，构成马尔可夫链

Home Late Work0.1 1.0

0.9

0.95

0.05

 初始状态为 Home 的马尔可夫链样本序列示例：
➢ Home, Late, Work, Home, …

➢ Home, Late, Work, Work, …

➢ Home, Work, Work, Home, …

➢ Home, Work, Work, Work, …

➢ Home, Work, Home, Late, …

➢ Home, Work, Home, Work, …

Work
在工
作场
地

不在
工作
场地

没有迟到

已经迟到

Home

Late
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马尔可夫奖励过程

定义

一个马尔可夫奖励过程（Markov Reward Process, MRP）可以表示为一
个四元组 ⟨𝒮, 𝒫,ℛ, 𝛾⟩，其中：

• 𝒮是状态的（有限）集合

• 𝒫是状态转移矩阵，𝑃𝑠𝑠′ = 𝑃 𝑆𝑡+1 = 𝑠′ 𝑆𝑡 = 𝑠)

• ℛ是奖励函数，𝑅𝑠 = 𝐸 𝑅𝑡+1 𝑆𝑡 = 𝑠]

• 𝛾是折扣因子，𝛾 ∈ 0, 1

 马尔可夫奖励过程是在马尔可夫链基础上增加了“价值（奖励）”

  引入折扣因子是因为远期收益具有一定不确定性，有时我们更希望能

够尽快获得一些奖励，所以我们需要对远期收益打一些折扣
➢ 接近 1 的 𝛾 更关注长期的累计奖励，接近 0 的 𝛾 更考虑短期奖励



示例：通勤问题

 通勤问题中三个状态，Home, Late, Work，构成马尔可夫链

 通勤问题扩展为马尔可夫奖励过程

➢ R(Home) = 5,  R(Late) = -3,  R(Work) = -1

Home Late Work0.1 1.0

0.9

0.95

0.05

R = 5 R = -3
R = -1



回报

定义

在一个马尔可夫奖励过程（MRP）中，在时间步 t 开始计算的回报
（Return） G𝑡 指的是从时间步 t 开始累积的折扣奖励总和：

𝐺𝑡 = 𝑅𝑡+1 + 𝛾𝑅𝑡+2 + … = ෍

𝑘=0

∞

𝛾𝑘𝑅𝑡+𝑘+1

其中，折扣因子 γ∈[0,1] ，𝑅𝑡 表示在时刻 t 获得的奖励。

在通勤问题中，当 𝛾 = 0.5，一个马尔可夫链样本序列 Home, Late, Work, Home 的回报

为：

𝐺1 = 5 + 0.5 × −3 + 0.52 × −1 + 0.53 × 5 = 5 − 1.5 − 0.25 + 0.625 = 3.875

此序列发生的概率为（初始状态为 Home）：

𝑃1 = 𝑃 𝐻𝑜𝑚𝑒 × 𝑃 𝐿𝑎𝑡𝑒 𝐻𝑜𝑚𝑒 × 𝑃 𝑊𝑜𝑟𝑘 𝐿𝑎𝑡𝑒 × 𝑃 𝐻𝑜𝑚𝑒 𝑊𝑜𝑟𝑘

= 1 × 0.1 × 1 × 0.95 = 0.095



价值函数

定义

在一个马尔可夫奖励过程（MRP）中，状态价值函数（State Value Function）
𝑣 𝑠  定义为从状态 s 开始时的期望回报：

𝑣 𝑠 = 𝐸 𝐺𝑡 𝑆𝑡 = 𝑠]

价值函数 𝑣 𝑠  表示状态 s 的长期价值，是从状态 s 开始的所有可能的马尔可夫链样本

序列的回报期望，即，这些序列的回报乘以相应发生的概率，再进行累加。

若从状态 s 开始的所有可能的马尔可夫链样本序列的集合为 Τ，则

𝑣 𝑠 = 𝐸 𝐺𝑡
𝜏 𝜏 ∈ Τ =෍

𝜏∈Τ

𝐺𝑡
𝜏 × 𝑃(𝜏)



示例：通勤问题

 当 𝛾 = 0，通勤问题对应的 MRP 中价值函数为

➢ v(Home) = 5, v(Late) = -3, v(Work) = -1

当 𝛾 ≠ 0，如何计算价值函数？

Home Late Work0.1 1.0

0.9

0.95

0.05

R = 5 R = -3
R = -1



MRP 的贝尔曼方程（Bellman Equation）

 价值函数可以分解为两部分：

➢即时奖励 𝑅𝑡+1

➢后继状态折扣价值 𝛾𝑣 𝑆𝑡+1



MRP 的贝尔曼方程（Bellman Equation）



矩阵形式的贝尔曼方程

贝尔曼方程可以使用矩阵形式简洁地表示为

其中，v 是一个列向量，每个状态对应向量中的一个元素



求解贝尔曼方程

贝尔曼方程是一个线性方程组，可直接求解

 当状态数为 n 时，直接求解的计算复杂度为 𝑂(𝑛3)，因此只适用于较小

规模的 MRP

 对于规模较大的 MRP，则通常采用迭代方法，例如：

➢ 动态规划（Dynamic Programming）

➢ 蒙特卡洛评估（Monte-Carlo Evaluation）

➢ 时序差分学习（Temporal-Difference Learning）



示例：通勤问题

 当 𝛾 = 0.5，通勤问题对应的 MRP 中价值函数计算



示例：通勤问题

 当 𝛾 = 0.5，通勤问题对应的 MRP 中价值函数计算

 对计算结果进行验证
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马尔可夫决策过程

定义

一个马尔可夫决策过程（Markov Decision Process, MDP）可以表示为一
个五元组 ⟨𝒮,𝒜,𝒫,ℛ, 𝛾⟩，其中：

• 𝒮是状态的（有限）集合

• 𝒜 是动作的（有限）集合
• 𝒫是状态转移矩阵，𝑃𝑠𝑠′

𝑎 = 𝑃 𝑆𝑡+1 = 𝑠′ 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎)

• ℛ是奖励函数，𝑅s
𝑎 = 𝐸 𝑅𝑡+1 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎]

• 𝛾是折扣因子，𝛾 ∈ 0, 1

 马尔可夫决策过程是在马尔可夫奖励过程基础上增加了动作决策



示例：通勤问题

 通勤问题在状态 Home, Late, Work 的基础上，增加四个行动

➢ Bus：乘坐巴士，从 Home 到 Late 或 Work，或者从 Work 到 Home

➢ Taxi：乘坐出租车，从 Home 到 Late 或 Work，或者从 Work 到 Home

➢Arrive：从 Late 到 Work

➢ Stay：从 Work 到 Work

Home Late Work0.1 1.0

0.9

1.0

1.0

Bus
R: -1

Taxi
R: -3

0.8

0.2

Arrive

R: -3
Stay
R: -1

Bus
R: 5

Taxi
R: 3

1.0



示例：通勤问题

 通勤问题的 MDP 描述

➢ 状态集合：Home, Late, Work

➢ 动作集合：Bus, Taxi, Arrive, Stay

➢状态转移矩阵：

➢奖励函数：



策略

定义

策略（Policy）𝜋是在给定状态 𝒔时，采取各动作 𝒂的概率分布：

𝜋 𝑎 𝑠 = 𝑃[𝐴𝑡 = 𝑎|𝑆𝑡 = 𝑠]

  策略完全决定了智能体的行为

  在 MDP 中，策略仅依赖于当前状态（与历史无关）
➢ 换言之，策略是平稳的（与时间无关）：对于所有 𝑡 > 0，有

𝐴𝑡 ∼ 𝜋 ⋅ 𝑆𝑡)



MDP 与 MP 和 MRP 的关系 

给定一个 MDP ℳ = ⟨𝒮,𝒜,𝒫,ℛ, 𝛾⟩ 及策略 𝜋 :

状态序列 𝑆1, 𝑆2, …构成马尔可夫过程（Markov Process）⟨ 𝑆, 𝑃𝜋⟩

状态-奖励序列 𝑆1, 𝑅2, 𝑆2, … 构成马尔可夫奖励过程（MRP）

⟨𝒮, 𝒫𝜋, ℛ𝜋, 𝛾 ⟩
其中：

𝑃𝑠𝑠′
𝜋 = ෍

𝑎∈𝒜

𝜋 𝑎 𝑠 𝑃𝑠𝑠′
𝑎

𝑅𝑠
𝜋 = ෍

𝑎∈𝒜

𝜋 𝑎 𝑠 𝑅𝑠
𝑎



价值函数

定义

在给定策略 𝜋的 MDP 中，状态价值函数（State Value Function）𝑣𝜋(𝑠)表
示从状态 𝒔开始，随后按照策略 𝜋行动时的期望回报：

𝑣𝜋(𝑠) = 𝐸𝜋 𝐺𝑡 𝑆𝑡 = 𝑠]

定义

在给定策略 𝜋的 MDP 中，动作价值函数（Action Value Function）𝑞𝜋(𝑠, 𝑎)

表示从状态 𝒔开始，先执行动作 𝒂，然后按照策略 𝜋行动时的期望回报：

𝑞𝜋 𝑠, 𝑎 = 𝐸𝜋 𝐺𝑡 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎]



贝尔曼期望方程（Bellman Expectation Equation）

对于状态价值函数，有以下分解：

𝑣𝜋 𝑠 = 𝐸𝜋 𝑅𝑡+1 + 𝛾𝑣𝜋 𝑆𝑡+1 𝑆𝑡 = 𝑠]

 对于动作价值函数，同样可以分解：

𝑞𝜋 𝑠, 𝑎 = 𝐸𝜋 𝑅𝑡+1 + 𝛾𝑞𝜋 𝑆𝑡+1, 𝐴𝑡+1 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎]



𝒗𝝅 的贝尔曼期望方程



𝒒𝝅 的贝尔曼期望方程



𝒗𝝅 的贝尔曼期望方程



𝒒𝝅 的贝尔曼期望方程



矩阵形式的贝尔曼期望方程

借鉴 MDP 与 MRP 之间的关系，贝尔曼期望方程可以使用矩阵形式简洁地表示为：

直接结果为：

𝑃𝑠𝑠′
𝜋 = ෍

𝑎∈𝒜

𝜋 𝑎 𝑠 𝑃𝑠𝑠′
𝑎 𝑅𝑠

𝜋 = ෍

𝑎∈𝒜

𝜋 𝑎 𝑠 𝑅𝑠
𝑎



最优价值函数

定义

最优状态价值函数（Optimal State Value Function）𝒗∗(𝒔)是对所有策略的
状态价值函数的最大值：

𝑣∗ 𝑠 = max
𝜋

𝑣𝜋(𝑠)

最优动作价值函数（Optimal Action Value Function）𝒒∗(𝒔, 𝒂)是对所有策

略的动作价值函数的最大值：

𝑞∗ 𝑠, 𝑎 = max
𝜋

𝑞𝜋(𝑠, 𝑎)

最优价值函数刻画在该 MDP 中能够获得的最佳可能表现
当我们知道了最优价值函数时，就意味着该 MDP 已被“解决”



最优策略

定理

对于任意马尔可夫决策过程（MDP）：
 存在一个最优策略（Optimal Policy) ，它不劣于任何其他策略，即

𝜋∗ ≥ 𝜋 对所有策略 𝜋都成立

 所有最优策略都能实现最优状态价值函数，即
对所有状态 𝒔，𝑣𝜋∗ 𝑠 = 𝑣∗(𝑠)

 所有最优策略都能实现最优动作价值函数，即
对所有状态 𝒔 和动作 𝒂，𝑞𝜋∗ 𝑠, 𝑎 = 𝑞∗(𝑠, 𝑎)

 在策略之间定义偏序关系：

𝜋 ≥ 𝜋′ 当且仅当 𝑣𝜋 𝑠 ≥ 𝑣𝜋′ 𝑠 , 对任意状态 𝑠



寻找最优策略

 可以通过对 𝑞∗(𝑠, 𝑎) 取最大值来构造最优策略：

 对于任意 MDP，总存在一个确定性的最优策略

 一旦我们知道了 𝑞∗(𝑠, 𝑎) ，便可立刻得到该最优策略



𝒗∗ 的贝尔曼最优方程（Bellman Optimality Equation）



𝒒∗ 的贝尔曼最优方程



𝒗∗ 的贝尔曼最优方程



𝒒∗ 的贝尔曼最优方程



贝尔曼期望方程和贝尔曼最优方程



求解贝尔曼最优方程

  贝尔曼最优方程是非线性的

  （一般）不存在封闭形式解
  常见的迭代求解方法：

➢ 值迭代（Value Iteration）

➢ 策略迭代（Policy Iteration）

➢ Q 学习（Q-Learning）

➢ Sarsa
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部分可观察马尔可夫决策过程

定义

一个部分可观察马尔可夫决策过程（Partially Observable Markov 

Decision Process, POMDP）可以表示为一个七元组 ⟨𝒮,𝒜, 𝒪,𝒫,ℛ, 𝒵, 𝛾⟩，

其中：

• 𝒮是状态的（有限）集合
• 𝒜 是动作的（有限）集合

• 𝒪 是观察的（有限）集合

• 𝒫是状态转移矩阵，𝑃𝑠𝑠′
𝑎 = 𝑃 𝑆𝑡+1 = 𝑠′ 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎)

• ℛ是奖励函数，𝑅s
𝑎 = 𝐸 𝑅𝑡+1 𝑆𝑡 = 𝑠, 𝐴𝑡 = 𝑎]

• 𝒵 是观察函数，𝑍𝑠′𝑜
𝑎 = 𝑃 𝑂𝑡+1 = 𝑜 𝑆𝑡+1 = 𝑠′, 𝐴𝑡 = 𝑎)

• 𝛾是折扣因子，𝛾 ∈ 0, 1

 当状态不可完全观察时，通过引入观察和观察函数来扩展 MDP



信念状态

定义

历史（History） 𝐻𝑡 是动作、观测和奖励构成的序列：

𝐻𝑡 = 𝐴0, 𝑂1, 𝑅1, … , 𝐴𝑡−1, 𝑂𝑡, 𝑅𝑡

定义

信念状态（Belief State） 𝑏(ℎ)是在给定历史 ℎ的条件下，对所有可能状态
的概率分布：

𝑏 ℎ = 𝑃 𝑆𝑡 = 𝑠1 𝐻𝑡 = ℎ ,… , 𝑃 𝑆𝑡 = 𝑠𝑛 𝐻𝑡 = ℎ] )



POMDP 的简化

历史 𝐻𝑡 满足马尔可夫性质，POMDP 可以简化为一个（无限的）历史树

➢给定完整的历史序列 𝐻𝑡，未来状态只依赖于该历史

信念状态 𝑏(𝐻𝑡)满足马尔可夫性质，POMDP 可以简化为一个（无限的）信念
状态树

➢ 给定当前的信念分布 𝑏𝑡 = 𝑏(𝐻𝑡)，未来只依赖于该分布，而与过往历史无关



课后作业

1. 若 MDP 例子“通勤问题”的折扣因子 𝛾=0.5，请计算如下策略 𝜋 的状态价
值函数 𝑣𝜋 𝑠 ：

𝜋 𝑇𝑎𝑥𝑖 | 𝐻𝑜𝑚𝑒 = 1, 𝜋 𝐴𝑟𝑟𝑖𝑣𝑒 | 𝐿𝑎𝑡𝑒 = 1, 𝜋 𝐵𝑢𝑠 | 𝑊𝑜𝑟𝑘 = 1。



谢谢！
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